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ABSTRACT
KEYWORDS: Chip Multiprocessors (CMP), Energy Efficient Computation, Dynamic Voltage and Frequency Scal-

ing (DVFS), Dynamic Cache Partitioning, Dynamic Cache Co-partitioning, Multiple Resource Management, Co-

optimization, Reinforcement Learning

Modern multi-core systems provide huge computational capabilities which can be

used to run multiple processes concurrently. The integration of multiple cores on a single

chip has resulted in very large performance gap between the processor and the off-chip

memory. This has resulted in multiple levels of on-chip caches which are often shared

among multiple applications executing simultaneously on various cores. The increasing

core count results in larger shared resources like the last level cache, interconnect network,

memory controllers, etc. To achieve the best possible performance within limited power

budget the various system resources need to be allocated effectively. Any mismatch be-

tween runtime resource requirement and allocation results in a sub-optimal performance.

Different optimization techniques exist for addressing the problem of mismatch be-

tween the dynamic requirement and runtime allocation of the system resources. Choosing

between multiple optimizations at runtime is complex due to the non-additive effects,

making the scenario suitable for the application of machine learning techniques. We have

proposed and evaluated different reinforcement learning (RL) based techniques targeting

multiple resource allocation at runtime. We study two different co-optimization problems

and show that the co-optimization techniques result in better system metrics than any of

the techniques applied individually. We study the application of reinforcement learning

(RL) techniques to the various architecture optimization problems. The RL technique is

capable of learning the utility function of the various resource allocations at runtime by

interacting with the architecture. We have explored multiple agent RL models based on

independent, cooperative and coordinated learners.

The first co-optimization problem is targeted towards optimization of the system

energy-delay-product (EDP). We present a novel method, Machine Learned Machines

(MLM), by using Online Reinforcement Learning (RL) to perform dynamic partitioning of

the last level cache (LLC), along with dynamic voltage and frequency scaling (DVFS) of

the cores and uncore (interconnection network and LLC). The DVFS+DCP co-optimization

problem is modeled using independent, cooperative and coordinated multi-agent learners

and compared on different system metrics.

v



The second co-optimization problem is targeted towards optimization of the system

throughput (STP). We propose a novel problem of dynamic cache co-partitioning (DCCP)

of the multiple cache levels and present a coordinated multi-agent RL technique, Machine

Learned Caches (MLC). MLC results in better system metrics compared to the independent

application of the dynamic cache partitioning (DCP) techniques at multiple cache levels.

The explored machine learning techniques are found to be effective in handling the

different co-optimization problems resulting in better system metrics compared to state-

of-the-art research work. We study the various co-optimization techniques targeting dif-

ferent system metrics and study their effect on system EDP, system throughput (STP), and

Fairness. The proposed MLM co-optimization techniques are effective in improving the

system EDP by up to 21.7% with less than 5% STP degradation on a 4-core system. The

proposed MLC co-partitioning exhibited 9.35% STP improvement with 13.5% system EDP

improvement on an 8-SMT core (4 physical core) system.
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सार 
 

म�ुय श�द: ​�चप मि�ट�ोसेसर, ऊजा� कुशल गणना, ग�तशील वो�ट और आव�ृ� �के�लगं (डीवीएफएस),             
ग�तशील कैश �वभाजन, ग�तशील कैश सह-�वभाजन, एका�धक ससंाधन �बधंन, कोपाट�करण, स�ुढ�करण           
सीखना 
 
आध�ुनक बहु-कोर �स�टम भार� क��यटेूशनल �मताएं �दान करते ह�, जो कई �ोसेस को एक साथ चलाने के                 
�लए इ�तमेाल �कया जा सकता है। एकल �चप पर एका�धक कोर के एक�करण के प�रणाम�व�प �ोसेसर और                 
ऑफ-�चप मेमोर� के बीच बहुत बड़ी �दश�न अतंर है। इसके प�रणाम�व�प �चप कैश के कई �तर होते ह�, जो                   
अ�सर �व�भ�न कोर पर एक साथ ��याि�वत करने वाले कई अन�ुयोग� म� साझा होते ह�। बढ़ते कोर �गनती बड़े                   
साझा संसाधन� जसेै अ�ंतम �तर कैश, इंटरकने�ट नेटवक� , मेमोर� �नय�ंक इ�या�द म� होती है। सी�मत �बजल�                
बजट के भीतर सव��म संभव �दश�न �ा�त करने के �लए �व�भ�न �स�टम ससंाधन� को �भावी ढंग से आव�ंटत                  
करने क� आव�यकता है। रनटाइम संसाधन आव�यकता और आवटंन के प�रणाम� के बीच �कसी भी बेमेल को                 
उप-इ�टतम   �दश�न   म�   नह�ं   �मलता   है। 
ग�तशील आव�यकता और �स�टम संसाधन� के �म समय आवटंन के बीच बेमेल क� सम�या को सबंो�धत करने                 
के �लए अलग अनकूुलन तकनीक मौजदू ह�। रन-टाइम पर एका�धक ऑि�टमाइजेशन के बीच चनुना ज�टल कारण                
है, �य��क नॉन-ए�ड�टव इफे��स, मशीन सीखने क� तकनीक के आवेदन के �लए प�र��य उपय�ुत है। हमने कई                 
स�ुढ�करण सीखने (आरएल) आधा�रत तकनीक� का म�ूयांकन �कया है जो रनटाइम पर कई ससंाधन आवटंन को                
ल��त करते ह�। हम दो अलग-अलग सह-अनकूुलन सम�याओं का अ�ययन करते ह� और �दखाते ह� �क                
सह-अनकूुलन तकनीक �यि�तगत �प से लागू क� जाने वाल� �कसी भी तकनीक क� तलुना म� बेहतर �णाल�                 
मी��क का प�रणाम देती ह�। हम �व�भ�न वा�तकुला अनकूुलन सम�याओं के �लए स�ुढ�करण सीखने (आरएल)               
तकनीक� के अन�ुयोग का अ�ययन करते ह�। आरएल तकनीक वा�तकुला के साथ बातचीत करके रनटाइम पर                
�व�भ�न संसाधन आवटंन के उपयो�गता काय� को सीखने म� स�म है। हमने �वत�ं, सहकार� और समि�वत                
�श�ा�थ�य�   पर   आधा�रत   एका�धक   एज�ट   आरएल   मॉडल   का   पता   लगाया   है। 
पहल� सह-अनकूुलन सम�या �णाल� ऊजा�-देर�-उ�पाद (ईडीपी) के अनकूुलन के �लए ल��त है हम कोर और               
अनकोर के ग�तशील वो�टेज और आव�ृ� �के�लगं (डीवीएफएस) के साथ अ�ंतम �तर कैश (एलएलसी) के               
ग�तशील �वभाजन करने के �लए ऑनलाइन स�ुढ�करण सीखने (आरएल) का उपयोग करके, मशीन सीखा मशीन               
(एमएलएम) उप�यास �व�ध पेश करते ह� ( इंटरकने�शन नेटवक� और एलएलसी)। डीवीएफएस + डीसीपी सह               
अनकूुलन सम�या को �वत�ं, सहकार� और समि�वत बहु-एज�ट �श�ा�थ�य� का उपयोग करके मॉड�लगं �कया              
जाता   है   और   �व�भ�न   �स�टम   म�ै��स   क�   तलुना   म�   �कया   जाता   है। 
दसूर� सह-अनकूुलन सम�या �स�टम �पूटु (एसट�पी) के अनकूुलन के �लए ल��त है। हम कई कैश �तर� के                 
ग�तशील कैश सह-�वभाजन (डीसीसीपी) क� एक उप�यास सम�या का ��ताव करते ह� और एक समि�वत               
बहु-एज�ट आरएल तकनीक, मशीन सी�खत कैश (एमएलसी) पेश करते ह�। कई कैश �तर� पर ग�तशील कैश                
�वभाजन (डीसीपी) तकनीक� के �वत�ं अन�ुयोग क� तलुना म� बेहतर �स�टम मी��क म� एमएलसी प�रणाम होते                
ह� 
अ�वे�षत मशीन सीखने क� तकनीक� को �व�भ�न सह-अनकूुलन सम�याओं से �नपटने म� �भावी पाया जाता है                
िजसके प�रणाम�व�प अ�याध�ुनक अनसुधंान काय� के मकुाबले बेहतर �स�टम मी��क होते ह�। हम �व�भ�न              
सह-ऑि�टमाइज़ेशन तकनीक� का अ�ययन करते ह� जो अलग-अलग �स�टम म�ै��स को ल��त करते ह� और               
�स�टम ईडीपी, �स�टम �पूटु (एसट�पी), और �न�प�ता पर उनके �भाव का अ�ययन करते ह�। ��ता�वत               
एमएलएम सह-अनकूुलन तकनीक 4-कोर �णाल� पर 5% से कम एसट�पी �गरावट के साथ 21.7% तक �णाल�                
ईडीपी म� सधुार के �लए �भावी ह�। ��ता�वत एमएलसी सह-�वभाजन 9.35% एसट�पी सधुार के साथ 13.5%                
�णाल�   ईडीपी   सधुार   8-एसएमट�   कोर   (4   भौ�तक   कोर)   �णाल�   पर   �द�श�त   �कया   गया। 
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