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ABSTRACT

Collecting quality datasets and annotating them is a tedious process. Data collection can

often be costly due to expensive devices in the field and the inaccessibility of expert an-

notators. During annotation, labels may contain noise, or datasets may be noisy due to

inherent problems in data collection devices. In some fields like the medical domain, the

annotation process is reviewed and approved at various levels, adding to the complexity of

collecting quality data. Often it becomes hard to label enormous amounts of data specifi-

cally in segmentation problems where every pixel is labelled. Also, new domains or classes

with distributional shifts may appear for which collecting data or labels can be extremely

hard.

Approaches like transfer learning help to transfer knowledge learned from models trained

on large-scale public datasets to problems with scarce datasets. Methods in domain adapta-

tion and domain generalization handle new target domains having distributional shifts with

the source domains on which the models are trained. Similarly, approaches from few-shot

or zero-shot learning, learn scarcely labelled novel classes. Although these approaches tend

to provide some solution to the existing problems, there is still a huge gap where existing

methods or algorithms fail to deliver the required performance when the data or labels are

scarce or new scarcely labelled domains or classes appear with distributional shifts or data

is noisy. In this work, I have tried to solve these challenges by designing novel efficient and

robust deep learning methods that can handle problems with scarce datasets or problems

that require learning new scarcely labelled domains and classes with distributional shifts or

noise.

Towards the end, (in the future work section), I have explored other paradigms of efficient

deep learning like domain adaptive few-shot continual learning, quantization (compression)

of medical diffusion models in the medical domain that will help to reduce inference time and

memory requirements and time-varying multi-agent reinforcement learning. The objective of

iii
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these future works is to build efficient and robust methods that can handle catastrophic for-

getting in data scarce domains with distributional shifts, compress medical diffusion models

that consume significant computational resources, and enable agents to handle time-varying

dynamics of the environment in multi-agent reinforcement learning by making them robust

to changes.
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सार 

गुणवत्तापूणण डेटासेट एकत्र करना और उन्हें एनोटेट (लबेल) करना एक थकाऊ प्रक्रिया ह।ै क्षेत्र में महंगे 

उपकरणों और क्रवशेषज्ञ एनोटेटरों की दुगणमता के कारण डेटा संग्रहण अक्सर महंगा हो सकता ह।ै एनोटेशन 

के दौरान, लेबलों में शोर (नॉइज़) शाक्रमल हो सकता ह,ै या डेटा संग्रहण उपकरणों में क्रनक्रहत समस्याओं के 

कारण डटेासेट में शोर उत्पन्न हो सकता ह।ै चिक्रकत्सा क्षेत्र जैस ेकुछ क्षेत्रों में, एनोटेशन प्रक्रिया की क्रवचिन्न 

स्तरों पर समीक्षा और स्वीकृचत की जाती ह,ै जजसस ेगुणवत्तापूणण डेटा एकत्र करने की जक्रटलता और बढ़ 

जाती ह।ै 

बडी मात्रा में डटेा को लबेल करना अक्सर कक्रिन हो जाता ह,ै क्रवशेष रूप से सेगमेंटेशन समस्याओं में जहाँ 

प्रते्यक क्रपक्सले को लबेल क्रकया जाता ह।ै इसके अलावा, क्रवतरणात्मक बदलाव (क्रडस्ट्रीब्यशूनल जशफ्ट) 

वाल ेनए डोमेन या वगण (क्लासेज़) सामन ेआ सकते हैं, जजनके ललए डेटा या लबेल एकत्र करना अतं्यत कक्रिन 

हो सकता ह।ै 

रांसफर लर्ननग जसैे दृक्रिकोण, बड ेपमैाने के सावणजक्रनक डेटासेट पर प्रजशजक्षत मॉडलों से सीख ेगए ज्ञान को 

दुलणि डटेासेट वाली समस्याओं में स्ट्थानांतररत करने में मदद करते हैं। डोमेन अडैप्टशेन और डोमेन 

जनरलाइज़शेन में उपयोग की जाने वाली क्रवचियाँ, स्रोत डोमेन की तुलना में क्रवतरणात्मक बदलाव वाले नए 

लक्ष्य (टारगटे) डोमेन को संिालती हैं। इसी तरह, फ्य ूशॉट या ज़ीरो शॉट लर्ननग के दृक्रिकोण, कम लबेल 

वाल ेनए वगों को सीखते हैं। यद्यक्रप ये दृक्रिकोण मौजदूा समस्याओं का कुछ हद तक समािान प्रदान करते 

प्रतीत होते हैं, क्रफर िी एक बडा अंतर बना रहता ह ैजहाँ मौजूदा क्रवचियाँ या एल्गोररदम आवश्यक प्रदशणन देन े

में क्रवफल रहते हैं, जब डेटा या लबेल दुलणि या नए हों, या क्रवतरणात्मक बदलाव या शोर के साथ कम लेबल 

वाल ेनए डोमेन या वगण सामन ेआएँ। 

इस कायण में, मैंन ेऐसे नवीन, कुशल और सुदृढ़ (रोबस्ट) डीप लर्ननग क्रवचियों को क्रडज़ाइन करके इन िुनौचतयों 

को हल करन ेका प्रयास क्रकया ह,ै जो दुलणि डटेासटे वाली समस्याओं को संिाल सकें , या ऐसी समस्याओं 

को संिाल सकें  जजनमें क्रवतरणात्मक बदलाव या शोर के साथ नए, कम लबेल वाले डोमेन और वगों को 

सीखने की आवश्यकता हो। 

अंत में (िक्रवष्य के कायण वाले खंड में), मैंन ेकुशल डीप लर्ननग के अन्य प्रचतमानों (परैाडाइम्स) की खोज की ह,ै 

जैस:े डोमेन अडैक्रप्टव फ्य ूशॉट कंटीन्युअल लर्ननग, चिक्रकत्सा क्षेत्र में मेक्रडकल क्रडफ्यजू़न मॉडलों का 



क्वांटाइज़ेशन (संपीडन) जो इन्फरेंस समय और मेमोरी आवश्यकताओं को कम करने में मदद करेगा, और 

मल्टी एजेंट रीइन्फोसणमेंट लर्ननग में समय पररवतणनशील (टाइम वेरीइंग) गचतशीलता। इन िक्रवष्य के कायों 

का उद्देश्य ऐसी कुशल और सुदृढ़ क्रवचियाँ क्रवकजसत करना ह ैजो क्रवतरणात्मक बदलाव वाल ेडटेा दुलणि 

डोमेन में क्रवनाशकारी क्रवस्मरण (कैटास्ट्रॉक्रफक फॉरगेटटंग) को संिाल सकें , महत्वपणूण कम्प्यूटेशनल 

संसािनों की खपत करने वाले मेक्रडकल क्रडफ्यूज़न मॉडलों को संपीक्रडत कर सकें , और मल्टी एजेंट 

रीइन्फोसणमेंट लर्ननग में एजेंटों को वातावरण की समय पररवतणनशील गचतशीलता के प्रचत सदुृढ़ बनाकर उन्हें 

उससे क्रनपटन ेमें सक्षम बना सकें । 
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